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一、中英文摘要 

建構一個分析微陣列晶片大量基因表現資料

的方法已成為當今最刻不容緩的議題之一。過去五

年來，已有許多分群方法被發展用以找出微陣列晶

片中的表現基因所代表的功能。這些方法大多是以

傳統的自我組織映射圖或是k-means分群方法為基

礎建構而成。然而，這些方法仍未臻完美。本研究

以查詢為基礎的學習方式為主軸，配合傳統自我組

織映射圖之類神經網路演算法，建構一套新的分析

方法。實驗結果證明，使用以查詢為基礎之自我組

織映射圖方法，將比原始 SOM 方法具有更快速之學

習效率（收斂速度快）與不易受到初始網路拓樸的

干擾而影響分群結果（穩定性高）等兩大優點。 

 

關鍵詞：微陣列晶片、以查詢為基礎的學習、類神

經網路、自我組織映射圖、分群 

 

Abstract 

There is a growing need for a method to analyze 

massive gene expression data obtained from DNA 

microarray. Over the last five years, many approaches 

developed to categorize the gene expression data into 

functionally meaningful groups. Most of these 

methods are based on self-organizing maps or 

k-means clustering method. However, there are some 

difficulties in these approaches. In this study, we 

introduced the query-based learning methods into 

self-organizing maps. The experiment results show 

that our method is more efficient and more stable than 

the original SOM method. 

 

Keywords: microarray, query-based learning, neural 

network, self-organizing maps, 

clustering 

 

 

二、計畫緣由與目的 

隨著人類基因定序圖譜的解讀完成，科學家們

的下一個課題便是了解數萬個基因所代表的意

義，和蛋白質組功能間的相互關係。在數量如此龐

大的基因群組中，要挑選出我們想研究的標的物相

當困難，微陣列(Microarray)基因晶片技術的出現，

正是解決此複雜難題的最佳利器。微陣列基因晶片

又名生物晶片(Biochip)，其主要特點是精確性高、

分析速度快，所需使用的檢體樣品及試劑少，且一

次實驗就可獲得整體性實驗數據。微陣列晶片技術

挾著其具有一次分析大量基因表現資料的優勢能

力，已成為生物科技領域不可或缺的重要技術之

一，其應用的範圍涵蓋了基因功能研究、臨床檢

驗、新藥開發、菌種篩選等等[1]。 

微陣列技術雖然可以產出大量的原始基因表

現資料，但若無後端資料分析的方法，也無法得到

任何的生物意義。在各種基因表現資料的分析技術
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中，分群(clustering)方法是最根本，也是最重要的

技術之一。分群在生物學上的假設前提為：相似功

能或是具有 coregulated關係的基因，會有相似的基

因表現 pattern[2, 3]。因此，藉由將相似 pattern的

基因歸到同一群，可以省去生物學家在茫茫資料大

海中探索基因功能的時間。目前已有相當數量的文

獻與研究並證實 clustering 對於探索基因表現資料

有相當顯著的價值。 

近幾年來，已有許多分群方法被用在基因表現

資料的分析上，例如：階層式分群演算法

(hierarchical clustering)[4-6]、K-means演算法[7][8]

以 及 自 我 組 織 映 射 圖 (Self-Organizing Maps, 

SOM)[9-12]等。但可惜的是，這些方法各自均存在

一些問題或限制。階層式分群演算法的缺點是缺乏

強健性 (robustness)、分群結果不具有獨一性

(uniqueness)，當資料量大時，也有不易解釋的問題

[9][13]。而 K-means演算法的主要缺點則為對雜訊

(noise)敏感[13]。由於基因表現資料分析的特性為

資料量大、資料維度高，且極可能含有相當多的雜

訊資料或 missing value，使得階層式分群方法與

K-means方法的應用受到了相當大的限制，因此，

許多學者開始應用 SOM方法求解此一問題。SOM

可以說是目前最廣泛地被應用在分析基因表現資

料的方法之一。其主要的特性為，具有強健性、分

類精確度佳、抗雜訊能力強，且執行速度也能令使

用者滿意[9][14]。這些特性使得 SOM 特別適合用

於基因表現資料的叢集分析上。此外，SOM 能將

高維度的資料空間映射到較低維度的空間上（通常

是二維空間），這使得叢集分析結果易於視覺化表

示(visualization)且容易解釋[9][14]。 

隨著許多免費或付費工具的提供[15-18]，SOM

儼然已成為生物學家最常使用的叢集分析工具之

一。然而，SOM 仍存有一些限制與缺點。例如：

其初始化的狀態會嚴重影響叢集分析結果，即是其

主要缺點之一[19]。這是由於 SOM 之初始權重與

輸入資料之順序均採隨機方法，較好的初始化狀況

會使得 SOM 產出較佳的分群結果，反之，分群結

果將難以使人滿意。基於上述原因，在實務上，生

物學家在使用 SOM 分析基因表現資料時，大都需

要進行數次的重複實驗，再從多次結果中選擇最佳

的結果，徒費心力與時間。因此，我們導入計畫主

持人於 1997 年所提出之以查詢為基礎的自我組織

映射圖(Query-Based Self-Organizing Maps, QBSOM)

方法[20]，期望能改善上述傳統 SOM的問題。 

QBSOM 的主要概念是在傳統只學習外部資料

(external-input samples)的 SOM 之外，再加入內在

渴望(internal-desired samples)的學習因子，圖 1 比

較了 QBSOM與傳統 SOM概念上的差異。傳統的

SOM 只一昧的要求學習者完全接收外部資料，如

同填鴨式教育；而 QBSOM則同時考慮了學習者的

內在渴望，這種學習的方式，正符合孔子所提倡

的：「因材施教」。在本計畫中，我們以 SOM 的

網路拓樸(topology)來詮釋內在渴望，亦即 QBSOM

不僅如傳統 SOM 一般學習外部之輸入資料，也會

根據 topology進行學習。傳統 SOM與 QBSOM在

幾何學上的意涵如圖 2所示，不像傳統 SOM只考

慮了外部樣本（以 v表示），QBSOM同時考慮了

internal-desired sample（以 u 表示），所以 winner 

neuron 不同，其移動（學習）的方向也不同。因此，

在同樣的訓練條件下，QBSOM 比起 SOM 擁有較

佳之拓樸特性：不僅具備更良好之收斂特性，更能

夠有效降低初始化狀況對於 cluster結果的影響力。 

 

 
(a) 
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(b) 

 

圖 1  SOM(a)與 QBSOM(b)比較圖 

 

為了瞭解QBSOM是否能如同 SOM一般能夠適

用於多種不同之基因表現資料，我們採用了 4種基

因表現的真實資料，分別為：Cho 等人於 1998 年

提出之酵母菌(Yeast Cell Cycle)資料[21]、Eisen等

人的酵母菌完整資料[22]、West 等人的乳房腫瘤

(Breast tumor)資料[23]以及 Alizadeh等人的淋巴腺

資料(Diffuse large B-cell lymphoma)[24]。針對這四

種資料，我們使用mean square error(MSE)與Gibbon

等人所提之 Z-score 方法[25]進行分群結果的評

估。實驗結果顯示，QBSOM方法不僅收斂速度較

傳統 SOM 快，在重複多次的實驗中，QBSOM 方

法皆能穩定地產出優於 SOM 的結果，這顯示了

QBSOM確實能有效降低初始化狀態的影響，分群

能力比傳統 SOM 更加穩定。 

 

 
圖 2  SOM與 QBSOM幾何學意涵比較 

 

 

三、結果與討論 

 實驗方式是以QBSOM與傳統 SOM兩種方式

進行評估比較。實驗資料則使用前述之 Yeast cell 

cycle, Yeast-all, Breast tumors以及 Lymphoma等四

種資料集合。由於有時生物學家會將基因表現資料

中差異較不顯著(例如: “flat” data)者，或是缺值過

多的資料去除。這不僅在生物學上有其意義與目的

（要研究比較 “interesting”的基因），也可以降低

不 相 干 資 料 影 響 對 於 分 群 結 果 的 機 會

[13][26][27]。因此，我們也將 Yeast cell cycle分成

兩個集合，set1 進行資料過濾，過濾條件為：當

missing value大於 20%，以及單一 pattern中，最大

值與最小值的差距小於 2時，將資料去除。Set2則

保持完整的資料。如此一來，我們就可以看出在相

同資料(Yeast cell cycle)下，資料過濾與否是否會影

響 QBSOM 與 SOM 分群績效的差異狀況。而

Lymphoma資料的部分，我們也用相同條件篩選出

要進行分析的資料。其餘兩種資料，則只使用完整

資料進行分析。 

經過處理之後，四種大量資料均具有各自的

特性：Yeast cell cycle資料量大、資料維度較小，

Yeast-all資料量大、資料維度也很高，Breast tumors

的資料中不含 missing value，而 Lymphoma資料量
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大、資料維度中等，且包含了少量(小於 20%)的

missing value。此外，這四種資料本身的 topology

也必然不同。因此，QBSOM 與 SOM 在分析各種

類型資料的適應性也能在實驗中看出。的所有資料

均正規化(normalized)調整為-1到 1之間的值。在訓

練參數部分，我們以一模一樣的條件(包括相同的

random initial weight與相同的 input順序)分別設定

兩個系統，以確保實驗之有效性。實驗資料與相關

參數設定如表 1所示。 

 

表 1：實驗資料集合與相關參數 

Data set # of 

genes 

dimen

sions 

Map 

size 

iteratio

ns 

Yeast cell cycle 

(set 1)[21] 

972 17 5*5 10,000

Yeast cell cycle 

(set 1)[21] 

6178 17 8*8 25,000

Yeast-all[22] 

 

6221 80 8*8 25,000

Breast 

tumors[23] 

7130 49 10*10 30,000

Lymphoma[24] 

 

8143 40 10*10 30,000

 

我們將實驗分為兩大部分，第一部份針對

Yeast cell cycle之 set 1進行重複實驗(20次)，這部

分主要目的是要驗證兩種方法在 20 次隨機初始化

的情形下，分群結果穩定度的表現。除了比較MSE

以外，我們另比較了 Gibbons 等人所提之

Z-score[25]，Z-score是用來衡量分群效果的指標，

其 主 要 原 理 是 計 算 Saccharomyces Genome 

Database (SGD)中的 gene annotations與分群結果之

關連性，得分愈高表示分群效果愈佳。實驗的第二

部分則是針對資料量與資料維度較大的資料進行

實驗，在這種較為「艱困」的條件下，系統收斂速

度不僅影響生物學家實驗的效率，也間接影響了系

統的 scalability。我們將綜合比較兩種系統在四個

大量資料的MSE收斂速度與MSE值。為了實驗比

較的方便，也為了達成計畫目標，我們以 Java開發

SOM與 QBSOM之基因表現資料叢集分析軟體。 

分析結果除了可產生叢集結果之文字檔以

外，尚可以圖形顯示結果，如下圖 3所示，即為以

data set 1並使用 QBSOM方法進行分群的結果。藍

色線段為 input vector，紅色線為 weight vector（即

cluster中心）。Cho將酵母菌的 cell cycle分成五階

段：early G1、 S、G2、late G1以及M[21]，這五

種階段的基因均有不同的特徵。圖 3中第一列第四

行的 neuron即代表屬於 Late G1的 cluster[9][21]。

SOM 與 QBSOM 這種易於視覺化表示的特性，確

實使得資料更易於解釋。 

 

圖 3 系統執行結果 

 

A.  Evaluate initialization independency 

 我們使用 yeast cell cycle進行重複實驗，通過

過濾條件的資料比數為 972筆，根據[3][19]，在相

似的篩選條件與資料筆數下，較合理的資料分群群

組數應當約為 20-25 組，因此，我們設定 5*5 的

Map 大小，網路拓樸為 mesh，另外，訓練次數設

定為 10,000 次，即約為 10 個 epoch。為了控制變

因，實驗方式為隨機產生 20組不同的 initial weight

與 input 次序，使得在 20 次的實驗中，SOM 與

QBSOM均能夠使用相同的初始化條件。兩系統之

learning rate均設定為 0.5，以 linear stepwise方式遞

減。QBSOM之 query rate設定為 0.8，以指數方式
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遞減。實驗結果如下圖 4與圖 5所示。 

 

圖 4 實驗 20次之MSE比較 

 

 

圖 5實驗 20次之 Z-score比較 

 

 由圖 4與圖 5可知，在 20次的重複實驗中，

QBSOM在MSE與 Z-score均明顯優於傳統 SOM。

即使在實驗 6，SOM 的分類結果最佳時(MSE 最

低)，QBSOM之MSE仍相當於 SOM（均為 0.368）。

此外，不論是 MSE或是 Z-score，QBSOM的表現

均較 SOM穩定。 

 

B. 不同資料之比較 

 基因表現資料分析的一大挑戰是如何有效率

地處理大量且高維度的資料。傳統 SOM 在這方面

的表現已是相當優異[9-12][25]。為了測試 QBSOM

是否能承襲 SOM 在這方面之優點，我們使用四種

不同的資料進行實驗，實驗資料筆數為 6000-8000

筆，資料維度則從 17-80個維度不等。我們比較兩

種系統在大量資料下 MSE 的收斂狀況與分群完成

後的MSE值。圖6-圖 9為兩系統在不同資料的MSE

收斂狀況比較。 

圖 6 使用完整 yeast cell cycle資料 

 

 

圖 7 使用 yeast all資料 

 

 

圖 8 使用 Lymphoma資料 
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圖 9 使用 breast tumor資料 

 

由圖 6-圖 9可知，QBSOM在四種不同資料集

合下，收斂速度都較 SOM快，此外，MSE之最終

值亦均較 SOM 更低。值得注意的是，QBSOM 在

四個圖中，均具有了兩個轉折點，使得其學習曲線

看起來是有三個階段：第一階段 Query-Based 

learning的作用最強(query rate=0.8)，而歷經了 1個

epoch之後，query rate為 0.32，此時，Query-Based 

learning與傳統 SOM的 competitive learning的影響

力相去不遠，在第 3個 epoch之後，傳統 SOM的

學習機制便發揮了絕對的影響力，Query-Based 

learning的影響在此後會趨近於 0。我們將兩個系統

在四種不同資料的MSE終值彙整於圖 10。更進一

步地分析，我們發現，當資料維度愈高時，QBSOM

的表現就會愈佳，例如在使用 yeast資料(80維)時，

QBSOM的表現遠優於 SOM。 

 

 

圖 10 兩系統在四種不同資料之MSE比較 

 

 

四、計畫成果自評 

本實驗結果證明所提出之 QBSOM方法相較

於先前之傳統 SOM方法，能夠有效地降低網路初

始化狀態對於分群結果的影響，亦具有收斂速度較

快的優勢。此外，當資料量愈高、資料維度愈高時，

這種優勢就更加明顯。我們已針對此一方法設計出

一套分群分析的工具，將可提供生物學家多一個分

析工具的選擇。此外由實驗結果可知，QBSOM的

確是相當具有發展價值的方法，未來我們將持續探

索相關問題，例如：如何決定最佳的分群組數等；

同時，我們亦將持續改良此一方法，期望能做出更

強力的基因表現資料分析工具軟體。 
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